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Abstract

The article deals with the application of
association rules to fuzzy modeling of the time
series. To this end, has been used implemented in
Oracle Date Mining algorithm Apriori (3), which
determines crisp rules in the form (1, 2) and the
form of time setries (4). To the antecedents and
consequents of the rules, has been included fuzzy
events with linguistic variables. The measures of
support and confidence as a probabilities of fuzzy
events, in a sense of Zadeh’s definition (12), have
been calculated in accordance with methodology
(13, 14) (Walaszek-Babiszewska, 2006), which apply
constant values of ctisp probability and values of
function membership in the separate range.
On the basis of the rules (15), we can construction
fuzzy model of dynamic system (16) with weights as
a marginal and conditional probabilities, which have
been a result from fuzzy support and confidence.
The empirical example has been carried out through
analyze of the hard coal.

Streszczenie
Artykul prezentuje wykorzystanie regul asocjacjt

do modelowania rozmytych systeméw
dynamicznych. W tym celu uzyto
zaimplementowanego w Oracle Date Mining

algorytmu Apriori, ktéry oblicza reguly w sensie
deterministycznym. Nastepnie, poprzez wlaczenie
logiki rozmytej i wprowadzenie jezyka quasi-
naturalnego, utworzono rozmyte reguly asocjacji
i zastosowano je do budowy modelu systemu
dynamicznego opartego na regulach,
z wagami stanowiacymi prawdopodobienstwo
zdarzen rozmytych.

1. WPROWADZENIE

Analiza szeregéw czasowych, w podejsciu
klasycznym, zostala wprowadzona przez Boxa i
Jenkinsa [5]. Opiera si¢ ona na zalozeniu, iz kolejne

warto$ci w zbiorze danych reprezentujq sekwencje
pomiaréw wykonanych w réznych odstepach czasu.
Takie opisanie zjawisk rzeczywistych pozwala na
wykrywanie ich  natury oraz  wnioskowanie
o przyszlych wartodciach, co stanowi nieodzowny
clement zagadnient podejmowania decyzji, prognozy

i sterowania, zarOwno o charakterze
deterministycznym, jak i rozmytym. Badanie
powyzszych zagadnien wymaga $cistego
zidentyfikowania i opisania elementéw szeregu
czasowego ~ w  postaci  modelu systemu
dynamicznego.  Teoria  zbioréw  rozmytych,

stanowigca podstawe teoril systemow rozmytych [14]
wykorzystuje szeregi czasowe do budowy rozmytych
modeli systeméw dynamicznych. Zaawansowanym
narze¢dziem reprezentacji wiedzy jakoSciowej stanowi
lingwistyczny model regulowy rozmytego systemu
dynamicznego [11]. Idea tego narzedzia jest
zdefiniowanie wiarygodnosci - wag regul, ktore
stanowig laczne 1 warunkowe prawdopodobiefistwa
zdarzen rozmytych. Problem identyfikacji modeli
rozmytych i uczenia wag regul wprowadzili po raz
pierwszy Tong i1 Kosko. Badania w tym zakresie

kontynuowali m.in. Sanchez, Takagi
1 Sugeno [13].
W artykule zostanie pokazana mozliwosé

wykorzystania jednej z metod data mining — regut
asocjacji do budowy rozmytego modelu systemu
dynamicznego opartego na regulach. W tym celu
zostanie uzyty algorytm Apriori, zaimplementowany
w Oracle Data Mining,.

2. REGULY ASOCJACII

Zagadnienie regul asocjacji (ang. association
rules) zostalo po raz pierwszy uzyte w pracy [1], jako
metoda odnajdywania wspotwystepowania wartosci
atrybutéw w  obszernych zbiorach danych [3].
W ujeciu formalnym reguly asocjacji maja postaé
implikacji:



X =Y (sup%,conf%) , )
gdzie X 1 Y sg rozlacznymi zbiorami atrybutéw,
nazwanych czesto: X - zbiorem  wartosci
warunkujacych, Yy - zbiorem  wartosci
warunkowanych. A dokladniej:

A N4, = A, N...NA, (sup%,conf%), (2)

gdzie A1 — A, sa parami atrybut - warto$é
poprzednika reguly (ang. body, antecedent), An+1 —
Am parami atrybut - warto§¢ nastepnika reguly
(ang. head, consequent).

Kazda regula asocjacji jest zwigzana z dwiema
miarami statystycznymi okreslajacymi wazno$¢ i site
reguly: support (sup%o) - wsparcie,
prawdopodobiefistwo jednoczesnego wystgpowania
zbioru A4 N..nA4, "4, N..n4, w kolekgji

n+l1

n+1
zbioroéw oraz confidence (conf%) — ufnosé, zwane
réwniez wiarygodnoscia, bedace
prawdopodobiefistwem warunkowym.

Pierwsze zastosowanie regul asocjacji mialo
miejsce w analizie koszyka zakupow (ang. basket
analysis). Jednakze biorac pod uwagg, iz w regutach
moga wystegpowal atrybuty pochodzace z réznych
dziedzin warto$ci, wachlarz zastosowan metody
poszerza si¢ znaczaco w plaszczyznie podejmowania
decyzji, sterowania i prognozowania, dajac takze
mozliwo$¢ zastosowania ich przy modelowaniu
szeregow czasowych.

2.1 Algorytmy odkrywania regut asocjacji

Efektywne znalezienie 1 przeliczenie wszystkich
dostepnych kombinacji atrybutéw jest w wigkszosci
przypadkéw nie mozliwe ze wzgledu na ogromna
liczbe danych. Za podstawowy algorytm odkrywania
regul asocjacji uznaje si¢ iteracyjny algorytm Apriori
[1, 2]. Algorytm ten dzieli problem wyznaczania
regut na dwa zagadnienia. Po pierwsze nalezy
wyodrebni¢  A—elementowe (£=1,2,...) zbiory, dla
ktérych wsparcie jest wigksze od zakladanego
(zbiory  czeste).  Wykorzystujac  wladciwosc
monotoniczno$ci miary wsparcia, A—elementowe
zblory  czeste  powstaja  przez taczenie
(k-T)—elementowych zbiorow czestych. Algorytm
mozna przedstawi¢ w postaci pseudo kodu [2, 3]:

L;={zbioty czgste 1-elementowe};
for (/éZZ;Lk.j;é@;k'i‘-‘r) do
begin
//generowanie nowych zbioréw kandydujacych
insert into C; select p.if, p.i, ..., p.ik1, Qik1
from I.; p, Les q where p.i1= qii and ...
and p.ik,z: q.ik,z and p.ikq: q.ik,1;
forall zbioréw ¢ € Cr do
forall (£-7)-clem. podzbioréw s < ¢ do
if (s¢ Les) then delete ¢ form Cy;
//generowanie zbioréw czestych
Li={X € Cx support(X) = min_sup};
end

k
Wynik= | JL; ; ?3)
2
gdzie Ci — rodzina zbioréw kandydujacych 4A—
elementowych, Ix — rodzina zbioréw czestych A—
elementowych, min_sup — minimalne wsparcie.
Po drugie, ze zbioréw czestych nalezy wygenerowaé
reguly asocjacyjne, ktoére spelniaja wymaganie
minimalnej ufnosci.

Algorytm Apriori doczekal si¢ wielu modyfikacji
[2, 17], ktore zmierzaja do poprawienia jego
efektywnosci (AprioriTid uaktualniajacy przy kazdym
kroku = struktur¢ danych, AprioriHybrid jako
polaczenie Apriori i AprioriTid). Ponadto powstaty
inne algorytmy, do ktérych nalezg FP-Growth [4],
FreeSpan [7], Eclat [16] czy Partition [10], a takze
algorytmy pozwalajace na odkrycie rozmytych regut
asocjacji [6, 8, 9]. Rozmyte reguly asocjacji pozwolity
na zastosowanie zbioréw rozmytych [14] i
zmiennych lingwistycznych w  regulach. Miara
wsparcia natomiast opierata si¢ na wprowadzeniu
operatora t-norm.

3. WYZNACZANIE REGUL ASOCJACII
SZEREGU CZASOWEGO

Narzedzie Oracle Data Mining wraz z aplikacjq
Data Miner wspomaga kolejne etapy wykrywania
zalezno$ci  danych  od  analizy  problemu,
przygotowania danych, po eksploatacjg, wizualizacjg
i weryfikowanie wynikéw. Jednakze przystosowane
jest gltéwnie do analizy pojedynczych regut asocjacji.
Wobec czego, nie wszystkie etapy przygotowania
danych mozna zautomatyzowac poprzez
opracowane, gotowe procedury.

Szereg czasowy dla modelu SISO, jako ciag
wynikéw obserwacji uporzadkowanych w  czasie,
mozna oznaczyC poprzez {4x:}, ptzy czym f oznacza
numery kolejnych jednostek czasu, a x; wielkos§¢
badanej cechy (zjawiska) w momencie % Zapisane w
ten sposéb wyniki badad empirycznych nalezy
przeksztatci¢ do odpowiedniej formy bazy danych,
tak, aby kazdy rekord odpowiadal zbiorowi m+7
kolejnych wartosci szeregu czasowego dla danej
jednostki czasu ¢ gdzie m $wiadczy o rzedzie
autoregresji  (AR(w)). Poniewaz warto$ci cech
(atrybutéw)  sq  danymi  ilo$ciowymi  badz
kategorycznymi, nalezy je podda¢ dyskretyzacji.
Ostatnim  etapem  przygotowania danych jest
transformacja ~ danych ~ do  postaci  tabeli
»transakcyjnej”, gdzie poszczegdlny rekord zawiera
informacje o przynalezno$ci wartosci cechy x; do
nierozmytego zbioru (A;...A4,), w czasie £
w ktoérym wystapita dana warto$¢ empiryczna. Etapy
transformacji danych przedstawia rys. 1. Wynikowy
zapis danych moze by¢ wejsciows tabela do analizy
regul asocjacji w Oracle Data Miner. W przypadku
modeli MIMO postgpowanie jest analogiczne.
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Rys. 1. Etapy transformacji danych.
Fig.1. The stages of transformation data.

4. BUDOWANIE ROZMYTEGO MODELU
SYSTEMU DYNAMICZNEGO
W wyniku zastosowania algorytmu Apriori
otrzymujemy szereg ,nielingwistycznych” regut
asocjacji, z ktorych reguly typu:
Kom =4 x =4 =

{x, = A"} (sup %, conf %) “
mozna zastosowa¢ do regulowego modelowania
systemu dynamicznego jednej zmienne;j.

Stosujac podejscie lingwistyczne [15]
wprowadzamy do modelu zmienne, bedace zbiorami
rozmytymi lub terminami (warto$ciami)

lingwistycznymi zmiennych, zdefiniowanych jako
szablon:

< xnazwa’ L(x)’X,MX >’ (5)
gdzie Xume - nazwa zmiennej lingwistycznej (np.
wzrost, temperatura), IL(x) - zbiér wartosci
(terminéw) lingwistycznych, jakie przyjmuje x (np.
wysoki, $redni, niski), X - dziedzina rozwazan, M, -
funkcja semantyczna, przyporzadkowujaca kazdej
warto$ci lingwistycznej ze zbioru L(x) zbidr rozmyty
zdefiniowany nad X.

Powyzszy  zbiér  rozmyty, dla  danych
empirycznych dyskretnych, okreslamy jako:
A; =2 p (9 x, ©)
X

gdzie p, (x) oznacza funkcje przynaleznosci

definiowang na X tzn.
VxeX:p, (x): X —>[0]1], j=1L..J ()

przy czym

J
2u (=1 ®
e

W przypadku rozmytych regul  asocjacji,

w poprzedniku i nastgpniku reguly mamy do

czynienia ze zbiorami rozmytymi A;

traktowanymi
jako zdarzenie rozmyte. Reguly (4), poprzez
wsparcie 1 ufno$¢, okreslaja laczne oraz warunkowe
rozklady —empiryczne prawdopodobienstwa  dla
zdarzenn nierozmytych Az (wartosci atrybutow),
gdzie:

= t
PA™ A oAy =sup, o

©)

k(l);k(m+l) =12,..,K. Rozklad

w tablicy K x...x K . Oczywiscie zachodzi zaleznos¢:

K K
Z zsupk(l)-~k(m+l) =1.

k(1)=1 k(m+l)=1

mozna  ujac

(10)

Rozklad warunkowy okreslony jest przez miare
ufnosci nastgpujaco:

P(A" /A A LAY =P A n A

an
W pracach [11, 13] mozna znalezé metodyke
wyznaczania  rozkladow — prawdopodobiefistwa
zmiennej lingwistycznej w oparciu o empiryczne
rozktady prawdopodobiefistwa danych
numerycznych [11]. Korzystajac z nierozmytego

A

- -1
A A ATy =confy

prawdopodobienstwa zdarzenia rozmytego A

j b
j=1,2,...,J] zdefiniowanego wg. Zadcha jako:
P(y)= 3 pi(dmy (4)
k=l...K
w  mysl metodyki [11], dochodzimy do
prawdopodobienstwa zdarzenia rozmytego
Izly_m) N ...r\;ly). Zdarzenia 215.*”),...,2;”, jako

wartosci  szeregu czasowego, sa  utozsamiane
z warto$ciami lingwistycznymi tej samej zmiennej
lingwistycznej Xuuma W dziedzinie rozwazani X. Niech
zmiennej lingwistycznej odpowiada zbidér wartosci
lingwistycznych LX) Wowcezas
prawdopodobiefistwo powyzszego zdarzenia
rozmytego okres§lonego w zbiorze L(X)x...x L(X)

(12)

zmiennej lingwistycznej bedzie obliczane nastgpujaco
(por.[11]):
P(/Alyf'”) AN ,21_5’)) =

AT~ A
z zpk(l>-~k(m+1>( k) k(m+l))
Ky =LK Kipyony =L, K

Hioem (A ")ectt0 (A0) ),

Konst (13)
gdzie j=1,2, ...,J. Wz6r (13) okresla wparcie (s#p) dla
rozmytych regul asocjacji. Miara ufnosci (conf) tych
regul wyznaczana jest natomiast na podstawie

rozktadéw warunkowych zdarzen rozmytych:
P(zzlj.t) /Qly_m) e 1;15;—1)) =
PAY™ A L A PAYT A LAY, (14)
przy czym suma tych prawdopodobienstw dla
wszystkich  mozliwych  rozkladow /Al;t) , gdzie

J=1,2, ...,J] oznacza kolejne wartosci lingwistyczne,

sumuje si¢ do jedynki. W ten sposéb otrzymujemy
lingwistyczne reguly asocjacji w postaci:

{X ¢ jest A;’_m), ooy Xy jest Ay_l) Y=

xojest A} sup,conf),  (15)

gdzie oznaczenie {X,jest zzlf-t)} jest odwzorowaniem

(6), a sup 1 conf sa wsparciem 1 ufnoécia w sensie
(13, 14). Powyzsze reguly moga mie¢ zastosowanie



do tworzenia modelu systemu dynamicznego przy
istnieniu niepewnosci o charakterze rozmytym.
Wowcezas pierwsza regula plikowa R(1) modelu
AR(7) ma postaé (por.[11, 15, 16]):

wi(Jezeli

. (t—m) R ()]
xt_mjastAl I...Ixt_ljestAl

To x, jest A" z waga wi/1
Takze X, jest /Alé” z wagg w2/ 1

Takze x jest 21}? z waga wi/1) . (16)
Wagi regut sa prawdopodobienstwami, wynikajacymi
odpowiednio z wsparcia i ufnos$ci w rozmytych

regutach asocjaciji.

5. PRZYKLAD ROZMYTYCH MODELI
SYSTEMU DYNAMICZNEGO

Zastosowanie regul asocjacji w modelowaniu
systeméw  dynamicznych zostanie pokazane na
przyktadzie analizy frakeji wegla kamiennego.

Istota kontroli jakosci wegla sa pomiary
niektérych jego parametréw tj. zawarto$¢ popiotu,
siarki czy warto$ci opalowej. Badania, opierajace si¢
na prébkowaniu oraz analizie probki uziarnionej, sa
narazone na mozliwo$¢ wystapienia bledow [12].
Ponadto, rozktad frakcji (zwlaszcza niejednorodnej)
jest obarczony elementem losowo$ci. Omawiany
proces jest zatem procesem  stochastycznym,
zawierajacym niepewno$¢ informacji. Zalecana jest
wigc analiza takiego zagadnienia w aspekcie
rozmytosci danych empirycznych.

Badaniu zostaly poddane kolejne 496 prébki
materialu  uziarnionego. Dokonano  pomiaréw
zaréwno, co do zawarto$ci wegla, jak 1 popiotu w tej
samej frakcji.

5.1 Analiza frakcji lekkiej wegla

Analiza frakcji lekkiej wegla (X) zostala
przeprowadzona za pomoca rozmytego
modelowania autoregresji AR(1) do AR(#), gdzie
7 jest rzegdem autoregresii.

Zawarto$¢ frakcji lekkiej wegla w probcee jest dana
losciowa, wobec tego dokonano dyskretyzacji
warto$ci na 10 przedzialéw ay,...,a10, stalych w
przestrzeniach zmienno$cl. Wowczas, nierozmyte
reguly asocjacji dla modelu AR(1) (min. s#p=0, min.
conf=0), bedace wynikiem zastosowania Oracle Data
Miner, maja postac np.:

Tab.1.
Przyktady nierozmytych regut asocjacji modelu AR(1)

The examples of nofuzzy association rules
for model AR(1)

Rule . Then Conf. | Sup.
g | f(conditon) | o iciation) | (%) | (%)
66 [X(t1)=(0.34,041> |X(§=(0.34,0.41>| 30,84 | 6,67

84 [X(t-1)=(0.34,0.41> [X()=(0.41,0.47> | 27,10 | 5,86
100 [X(t-1)=(0.34,0.41> [X(0)=(0.47,0.54> | 19,63 | 4,24
48 [X(1)=(0.34,0.41> [X[1)=(0.27,0.34> | 6,54 | 1,41
118 [X(t-1)=(0.34,041> [X(6)=(0.54,0.61>| 5,61 | 1,21
32 [X(t-1)=(0.34,0.41> [X(©)=(0.20,027>| 561 | 1,21
20 [X(1)=(0.34,0.41> [X(5)=(0.14,0.20> | 1,87 | 040
8 [X(t-1)=(0.34,041> [X(©)=(0.07,0.14> | 1,87 | 040
130 [X(t-1)=(0.34,0.41> [X(6)=(0.61,..) 0,93 | 0,20

Dokonujac fuzzyfikacji regul, wprowadzono pigé

zblorow rozmytych A4;, ....A5 utozsamianych
z  warto$clami ~ zmiennej  lingwistycznej Z
z zakresu:
L(Z)={bardzo niska, niska, srednia, wysoka,
bardzo wysoka}, 17)

w skrécie: I(Z)={BN, N, S, W, BV} i stalymi
warto$ciami funkcji przynaleznosci pigia;), z jakimi
zbioty ay,...,ai, uzyskane z dyskretyzacji wartosci
atrybutow, naleza do zbioréw Ay,...,As (tab. 2).
Tab.2.
Wartosci funkcji przynaleznosci uuj(a;) dla frakcji
lekkiej wegla
The values of membership function u4j(a;) for light
fraction of coal

a1 Ay | a3 | a4 | a5 | a6 | a7 | ag | A9 | A1
Bas(a) 0905020110000 [O0]O
Mar(a)|0,1105]107105]0110]010]0]|O0
Mas(a)| 0 | 010,1104]09109]04101] 0 |0
Has(a)| 0| 0| 0] 0] 0 |01]05[07]05]|0,1
Has(a)| 0 | O] O0O[O0O]O0|0]01[02]05]|09

Oczywiscie zachodzi zalezno$¢ (8), czyli:

5
Dt (@)=l i=1..10. (18)
j=1
Wryniki obliczen dla AR(1) na podstawie wzoréw
(13, 14), w ktérych otrzymujemy rozklady
prawdopodobienstwa zdarzen rozmytych,
zwigzanych z przynaleznoscig wartosci do zbioréw
Ay,...,As, zostaly przedstawione w tab. 3 (rozktad
faczny) i w tab. 4 (rozklad warunkowy). Natomiast
przyklad rozmytych regul asocjacji prezentuje tab. 5.
Woéwezas, model systemu dynamicznego,
z uwzglednieniem autoregresji rzedu pierwszego,
zawiera 5 regul plikowych. W kazdym pliku znajduja
sic do 5 regul elementarnych. Dla frakeji lekkiej
wegla otrzymano zbiér regul w postaci:
R(1): 0,4303(Jezeli X(t-1) jest S

To X(t) jest S z waga 0,4721

Takze X(t) jest W z wagg 0,3167

Takze X(t) jest BW z waga 0,1028

Takze X(t) jest N z waga 0,0794

Takze X(t) jest BN z wagg 0,0290).

Przykladowo model systemu dynamicznego
z uwzglednieniem autoregresji rzedu czwartego,
zawiera  juz 625 (5%  regul  plikowych.
W otrzymanych wynikach, tylko 596 z nich ma wagge
niezerowa. Plerwsza z regul wyglada nast¢pujaco:



R(1): 0,05446(Jezeli X(t-4) jest ST X(t-3) jest S I
X(t-2) jest ST X(t-1) jest S

To X(t) jest S z waga 0,56800

Takze X(t) jest W z waga 0,26248

Takze X(t) jest BW z waga 0,07434

Takze X(t) jest N z waga 0,06275

Takze X(t) jest BN z waga 0,03243).

Tab.3.

taczny rozktad prawdopodobienstwa dla modelu AR(1)

The joint probability distribution of fuzzy events
for the AR(1) model

Rozktad taczny prawdopodobiefistwa
X(t-1) P(X(t-1)=A; N X(1)=A;

x© A BN) [ 409 [ A3 9) [ A4 W) | A5 BW)
Ai (BN) 0,0003| 0,0018/0,0125 0,0080]  0,0024
As (N) 0,0019| 0,0079/0,0342| 0,0216|  0,0066
A5 (S) 0,0113| 0,0321/0,2031| 0,1367|  0,0469
As (W) 0,0069| 0,0203/0,1363| 0,1309| 0,051
As (BW) 0,0037| 0,0091/0,0442| 0,0497|  0,0206
Tab.4.

Warunkowy rozktad prawdopodobienstwa
dla modelu AR(1)

The conditional probability distribution for model AR(1)

Rozklad warunkowy prawdopodobienistwa

X0 X(t-1) P(X()=A, /X(t-1)=A))

Ar(BN) [ A2(N) [ A3 (8) | A4 (W) | As (BW)

A1 (BN) 0,0134] 0,0253[0,0290| 0,0231] 0,0190

Az (N) 0,0773| 0,1108/0,0794| 0,0623| 0,0517

A3 (S) 0,4681| 0,45110,4721| 0,3941| 0,3676

Ay (W) 0,2882 0,2852(0,3167| 0,3773|  0,4002

As (BW) 0,1529| 0,1276]0,1028| 0,1432| 0,1616
Tab.5.

Przykilady rozmytych regut asocjacji modelu AR(1)
The examples of fuzzy association rules for model AR(1)

Rule Id | If (condition) | Then (association) | Conf. | Sup.
1 X(t-1)=S X(1)=S 0,4721| 0,2031
2 XED=W X(1)=S 0,3941| 0,1367
3 X@ED=S X({)=W 0,3167| 0,1363
4 XED=W X (=W 0,3773| 0,1309
5 XE1)=BW [X{OH=W 0,4002| 0,0511
6 XED=W X(1)=S 0,1432| 0,0497

5.2 Analiza zawartosci wegla i popiotu
frakcji lekkiej

Podzial przestrzeni zmiennosci dla wegla (X)
1 popiotu (Y) frakeji lekkiej dokonano, podobnie jak
w poprzednim podpunkcie, na 10 réwnych zbiorow
nierozmytych, nazwanych odpowiednio aj,...,a10
oraz by,...,bi. Dla wegla wprowadzono pie¢ zbioréw
rozmytych Ajy,...,As5, odnoszacych si¢ do wartosci
lingwistycznych zmiennej Z zgodnie z (17) oraz
posiadajacych warto$ci funkeji przynaleznos$ci fig(a;)
jak w tabeli 2. Dla popiolu wprowadzono takze pi¢é

zbioréw rozmytych By,...,Bs 2z analogicznymi
warto$ciami  lingwistycznymi ~ IL(K)  zmiennej
lingwistycznej K  oraz  warto§ciami  funkcji

przynaleznosci pgi(h;) zawartymi w tab. 6.
Tab.6.

Wartosci funkcji przynaleznosci uz;j(b;) dla popiotu
frakcji lekkiej

The values of membership function uz;(b;) for the ash
contents in the coal light fraction

bi | bz [ bs | bs|bs | bs| by | bs| by |bi
wmy|07loilolololololo]olo
wgab) 03105101l ololololololo
0
0

ugs(b) | 0 [04109]09]07(04] 0] 0|0

> 5

Ugab)| 0| 0| 0]01]03[06][09]06]0,1
wps(b)| 0| 0 o]0 o0|0]01]04]09]1

Przeprowadzono eksploracje danych empirycznych
algorytmem Apriori dla dwoch atrybutéw X 1 Y
zgodnie z rzedem drugim autoregresji. Reguly
z najwyzszymi miarami wsparcia dla AR(2) zawarte
sa w tab. 7.

Tab.7.
Przyktady nierozmytych regut asocjacji modelu AR(2)

The examples of nofuzzy association rules
for model AR(2)
Then

(association)

Conf.
(%)

Sup.

Rule Id (%)

If (condition)

X (t-2)=<0.34,0.41)
AND Y(t-2)=<1.5,2.38)
AND X(t-1)=
<0.34,0.41) AND
V(D)= <1.5,2.38)
N(t-2)= <0.34,041)
AND Y(t-2)= <1.5,2.38)
AND X(t-1)=
<0.41,0.47) AND
V(D)= <1.52.38)
N(t-2)= <0.41,047)
AND Y(t-2)= <1.5,2.38)
AND X(t-1)=
<0.41,0.47) AND
Y(t-1)= (..,1.5)

Y ()=
11842 <15.238) 81,82 |1,82

Y()=
11877 <1552.38)

77,78 (1,42

Y (0=
12267 <1523  [0000 |12

Po dokonaniu obliczed (13), wprowadzajacych
rozmycie do regul asocjacji, otrzymano rozklad
prawdopodobiefistwa lacznego w postaci tablicy
o wymiarach 5x5x5x5x5. Przykladowy rozklad
facznego prawdopodobienstwa, gdy X(#2)=As,
Y(#2)=B; oraz Y(#-1)= Bs, przedstawia tab. 8.

Tab.8.
taczny rozktad prawdopodobiefnstwa dla modelu AR(2)

The joint probability distribution for model AR(2)

Rozktad taczny prawdopodobienstwa
X(t-1) PX(t-2)= As N Y(t-2)= B3N

Y(t) X(t-1)=A; N Y(t-1)= B3 N Y(t)= B))
A1 (BN) | A2 (N) | A3 (S) | A4 (W) | As (BW)
B (BN) 0,0001| 0,0007|0,0029| 0,0017|  0,0007
B> (N) 0,0008| 0,0032|0,0146| 0,0101|  0,0043
Bs (S) 0,0025| 0,0101|0,0477| 0,0379| 0,0175
By (W) 0,0003| 0,0015{0,0050| 0,0039] 0,0017
Bs (BW) 0,0000| 0,0003(0,0006| 0,0007|  0,0006




Kolejno, wagi regul elementarnych zostaly podane
jako warunkowe prawdopodobiefstwo zdarzen
rozmytych P(Y()= By / X(#2)= AN Y(#2)= BN
X(#+1)=A2 N Y(#-1)= By), analogicznie do (14).
Otrzymano 529 regul plikowych z wagami
niezerowymi. Pierwsza regula modelu jest w postaci:
R(1): 0,07082(Jezeli X(t-2) jest S T Y(t-2) jest S I
X(t-1) jest ST Y(t-1) jest S

To Y(t) jest S waga 0,67303

Takze Y(t) jest N z wagg 0,20683

Takze Y(t) jest W z waga 0,06990

Takze Y(t) jest BN z waga 0,04110

Takze Y(t) jest BW z wagg 0,00914).

6. WNIOSKI

Eksploracja danych algorytmem wykrywajacym
reguly asocjacji ulatwia nam wyszukiwanie zalezno$ci
w modelowaniu szeregéw czasowych, zaréwno dla
jednej, jak 1 wiecej zmiennych. Jednakze,
generowanie regul stanowi stosunkowo niewielka
czg¢$¢ w przedstawionym procesie modelowania.
Najwigcej czasu pochlania przygotowanie danych a
przede wszystkich fuzzyfikacja. Czas obliczen
znacznie wzrasta wraz ze zwiekszeniem trzedu
autoregresji, liczby zbioréw (na jakie przestrzen
wartosci rozwazanych zmiennych zostata
podziclona) oraz liczby wartosci lingwistycznych
tychze zmiennych.

Jednym z rozwiazan jest zastosowanie algorytmu
wyszukujacego  bezposrednio  rozmyte  reguly
asocjacji, jednakze nie jest on zaimplementowany
w znanych, komercyjnych narzedziach eksploracii.
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